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Zusammenfassung Diese Arbeit beschreibt eine hybride Methode zur
Zustandsreprisentation bei visuell gefiihrter Feinpositionierung eines Ro-
boterarms. Mit dieser Reprédsentation kann ein Regler zum Greifen ei-
nes bestimmten Objektes, das sich an einer beliebigen Position befindet,
iiber Reinforcement-Lernen automatisch erzeugt werden. Eine Positio-
nierungsaufgabe mit drei Freiheitsgraden wird in mehrere Teilaufgaben
gegliedert, die jeweils von einem darauf spezialisierten Lerner gelost wird.
Jeder dieser Lerner erhilt eine eigene, speziell auf seine Aufgabe zuge-
schnittene Zustandskodierung. Basierend auf einer Hauptkomponenten-
analyse (PCA) kann die Orientierung eines beliebigen Objektes korrekt
kodiert werden.

1 Einfiihrung

Die klassischen Methoden zum visuell gefithrten Greifen basieren auf Hand-
Auge-Kalibration. Dies ist in der Regel sehr aufwendig und fehleranfillig. Hinzu
kommt, dafl die Kalibrierung jedesmal neu durchgefithrt werden muf}, wenn sich
an der Versuchsanordnung etwas dndert. Eine Alternative sind lernende Verfah-
ren. Uberwachtes Lernen basiert auf adaptiven universellen Funktionsapprozi-
matoren [7]. Um sich zu konfigurieren, benutzen sie eine Reihe von Trainings-
beispielen, auf die eine Lernregel angewendet wird. Trainingsbeispiele sind in
diesem konkreten Fall Kamerabilder und die zugehorigen, gewiinschten Robo-
terbewegungen. Diese Verfahren sind nur wéhrend der Trainingsphase adaptiv.
Das bedeutet, dal das System in der Anwendungsphase nicht mehr selbstindig
auf Verdnderungen reagieren kann. Beispielsweise kénnte irgendwann gewiinscht
werden, dafl das Objekt auf eine andere Weise gegriffen wird. Es mufl dann mit
neuen Beispielen wieder trainiert werden. Beim Reinforcement-Lernen [2] wird
nicht zwischen Training und Anwendung unterschieden. Es wird lediglich eine
Belohnung fiir eine erfolgreiche Positionierung vergeben. Aus diesen Belohnun-
gen lernt das System. Da die Belohnungen stindig vergeben werden, kann das
System sténdig dazulernen und sich so auch an Verdnderungen anpassen.
Obwohl das Reinforcement-Lernen in einigen mobilen Robotersystemen ein-
gesetzt wird [5], findet man nur wenige Anwendungen in sensorbasierten Ma-
nipulationsaufgaben. Die Arbeit [4] beschreibt ein experimentelles Verfahren



zum Lernen von Greifen mit Zweifinger-Greifern. Ein modulares neuronales Netz
wird trainiert, um den Sensor-Eingang auf eine Roboteraktion abzubilden. Ein
Reinforcement-Signal wird benutzt, um die Anzahl der Fehlversuche zu redu-
zieren. Die Arbeit wird nur in einer simulierten Umgebung durchgefiihrt. Die
Aspekte der Merkmalsextraktion und Auswertung der Reinforcement-Signale
werden so vereinfacht, daf§ das Verfahren nicht auf reale Gegebenheiten iiber-
tragen werden kann.

Die Arbeit [3] stellt ein generelles Schema fiir das Lernen sensomotorischer
Aufgaben. Greifen von unbekannten Objekten wird iiber Reinforcement-Lernen
on-line durchgefiihrt. Eine Untermenge von greifrelevanten Merkmalen wird von
einem Menschen aus den Kamerabildern ausgesucht. Ein Roboterarm mit vier
Freiheitsgraden realisiert das eigentliche Greifen. Weil dieses Verfahren initiales
Wissen iiber die Aufgaben braucht, werden offline heuristische Strategien fiir die
Explorationsrichtung selektiert.

Die Arbeit [6] zeigt die Positionierung einer Roboterhand {iber einem auf dem
Tisch liegenden Objekt mittels Reinforcement-Lernens. Die Aktionsauswahl er-
folgt ungerichtet, d.h. Aktionen werden zufillig, aber gemif} einer bestimmten
Wahrscheinlichkeitsverteilung ausgewéhlt, die die schon gelernten Reinforcement-
Werte mitberiicksichtigt. Die Probleme mit unvollstédndigen Zustandsinformatio-
nen wurden untersucht. Experience Replay bietet sich an, um die Lernschritte
abzuspeichern und intern zu wiederholen. Als Zielzustand wird ein Bildpunkt
vorgegeben, weswegen die Stabilitdt und die Qualitdt des Greifens nicht iiber
externe Sensoren automatisch {iberwacht wird.

Eine der Schwierigkeiten der praktischen Anwendungen von Reinforcement-
Lernen in Manipulationsaufgaben liegt im Finden einer kompakten und eindeu-
tigen Zustandskodierung, womit das Problem des ,,Fluchs der Dimensionalitat“
behandelt werden kann und der gelernte Controller robust funktioniert. Der we-
sentliche Teil dieser Arbeit liegt in einem automatischen Verfahren zur Losung
dieses Problems. Im nachfolgenden Abschnitt 2 werden die Hardware und Bild-
verabeitungssoftware unseres experimentellen Aufbaus beschrieben. Die detail-
lierten Vorginge der Zustandskodierung werden in Abschnitt 3 erldutert. Das
implementierte Reinforcement-Lernen fiir einen dreidimensionalen Bewegungs-
raum wird in Abschnitt 4 beschrieben. Der letzte Abschnitt fait die Vorteile des
Verfahrens zusammen und diskutiert einige Erweiterungsmoglichkeiten.

2 Umgebung fiir die Experimente

2.1 Kameragestiitzter Roboterarm

Zur Demonstration wird ein Aufbau aus Standard-Komponenten verwendet: ein
auf dem Manipulator (Puma 260) montierter Zweifinger-Greifer und eine Hand-
kamera, Abb. 1. Der Greifer soll stets senkrecht zur Tischebene positioniert
werden und auflerdem eine feste H6he haben. Dann bleiben ihm noch noch drei
Freiheitsgrade: Bewegungen parallel zur Tischebene (z/y) und Rotationen um
eine Achse senkrecht zur Tischebene (6).



Abbildungl. Der PUMA-260-Roboter (links) und der Greifer mit anmontierter Ka-

mera (rechts).

2.2 Vorverarbeitung der Kamerabilder

Die Kamera nimmt die RGB-Bilder auf. Diese Bil-
der sind als Zustandsvektoren ungeeignet weil sie
erstens viele irrelevanten Informationen beinhalten,
und zweitens aus sehr vielen Pixeln bestehen. Da-
her werden die Kamerabilder wie folgt weiterverar-
beitet: Zunéchst werden aus den Bildern alle irre-
levanten Informationen herausgefiltert. Die iibrig-
bleibende, relevante Information liegt in Form ei-
nes Bindrbildes vor. Auf dieses Bindrbild werden
dann Methoden zur Dimensionsreduktion angewen-
det: die Berechnung von Geometrieparametern und
Hauptkomponentenanalyse (Abb. 2).

Fiir die meisten Greifaufgaben ist es ausrei-
chend, wenn das Binérbild nur noch die Silhouette
des zu greifenden Objektes enthilt. Die RGB-Bilder
aus der Hand-Kamera werden iiber eine Reihe von
Vorverarbeitungsschritten in bereinigte bin&re Bil-
der umgewandelt, Abb. 3.
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Abbildung3. Alle Schritte der Bildvorverarbeitung im Uberblick.

2.3 Geometrieparameter

Hat man ein Binérbild erzeugt, das nur noch die Sil-

houette des Objekts enthélt, so lassen sich durch einfache Integrationen grund-



legende Geometrieparameter wie Fldcheninhalt, Lage des Schwerpunktes und
Orientierung berechnen [1]. Wihrend also die Schwerpunktberechnung fiir be-
liebige Objekte funktioniert, ist die Berechnung der Orientierung auf ldngliche
Objekte beschrinkt, eignet sich also nur bedingt als Zustandskodierung. Um
eine wesentlich groflere Klasse von Objekten greifen zu konnen, wird ein auto-
matisches Verfahren zum Auffinden von Zustandsvektoren entwickelt.

3 Automatische Orientierungskodierung

3.1 PCA-Ansatz

Um die Orientierung eines beliebigen Objektes in einem Kamerabild zu kodieren
wird eine Serie von Bildern des Objektes aufgenommen. Das Objekt hat dabei
in jedem Bild ungefihr dieselbe Position, aber verschiedene Orientierungen. Die
Bildzeilen werden konkateniert und die Bilder als Vektoren betrachtet. Man be-
rechnet nun die ersten £ Hauptkomponenten wy, ... , wy dieser Vektoren. Da der
wesentliche Unterschied zwischen den Bildern in der Orientierung des Objektes
liegt, beinhalten auch die ersten £ Hauptkomponenten im wesentlichen Orientie-
rungsinformation. In den Figenraum, den diese k Vektoren aufspannen, werden
nun zukiinftig alle Bilder projiziert. Diese Projektionen dienen als Kodierung
der Orientierung des Objektes.
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Abbildung4. Beispiel fiir eine Mannigfaltigkeit im von den ersten drei Hauptkompo-
nenten aufgespannten Eigenraum. Links das Objekt, von dem eine Bilderserie verwen-
det wurde.

Nimmt man eine Bilderserie von einem Objekt auf, wobei das Objekt bei
jedem Bild ein Stiick weiter gedreht wird, so dafl es sich am Schluff wieder
in seiner Ausgangslage befindet, so sollten die Projektionen dieser Bilder im
von den Hauptkomponenten aufgespannten Eigenraum eine relativ glatte, ge-
schlossene Mannigfaltigkeit durchlaufen (Abb. 4). Nur dann kann man von einer
sinnvollen Kodierung ausgehen. Die verschlungene, spiralenartige Struktur wirft



aber gleichzeitig die Frage auf, ob drei Hauptkomponenten fiir eine eindeutige
Kodierung ausreichen. Da dieses Verfahren auf beliebige Objekte angewendet
werden soll, stellt sich ganz allgemein die Frage: Wie viele und welche Haupt-
komponenten sind fiir eine eindeutige Kodierung der Orientierung eines Ob-
jektes notwendig? Wichtig ist insbesondere, daf fiir die Kodierung mdglichst
wenige Hauptkomponenten verwendet werden, da mit steigender Dimension des
Zustandsraumes auch der Lernaufwand zunimmt.

3.2 Kombination von Hauptkomponenten

Zunichst muf} eine Methode gefunden werden, wie die beiden Komponenten eines
Datenpunktes in einen einzigen Parameter umgerechnet werden sollen. Da sich
die Punkte auf einem Kreis um den Ursprung des Koordinatensystems befinden,
bietet es sich, wie schon oben erw#hnt, an, den Winkel zwischen der gedach-
ten Geraden durch den Punkt sowie den Ursprung und einer Referenzachse zu
berechnen. Diese Abbildung hat folgende, wichtige Eigenschaften:

— Sie ist hinreichend stetig und glatt. Ahnliche Datenpunkte werden also auf
dhnliche Werte abgebildet.

— Sie ist eindeutig. Es gibt keine zwei Datenpunkte, die auf denselben Wert
abgebildet werden.

Somit bleiben die wesentlichen Eigenschaften der zweidimensionalen Daten-
punkte erhalten. Eine einfache Moglichkeit, diese Winkelberechnung vorzuneh-
men, bietet die atan2-Funktion. Sie ist wie folgt definiert:

arctan (%) falls x > 0
5 fallsz=0 A y>0
atan2(y,z) = { —% falsz=0 A y<O0 (1)

arctan(%)—i—ﬂ' fallsz <0 A y>0
arctan(%) —7m fallsz <0 A y<O

Die atan2-Funktion erweitert den Wertebereich der atan-Funktion von [—7; 7]
auf [—m; . Sie weist jedem Punkt (z,y) der Ebene den Winkel zwischen der Ge-
raden durch den Punkt und den Ursprung und der positiven z-Achse zu.

3.3 Auffinden von Hauptkomponentenpaaren

Es wird ein Verfahren benotigt, das automatisch ermittelt, ob eine Menge von
Datenpunkten eine Kreisstruktur aufweist und um wieviele Kreise es sich gege-
benenfalls handelt, wieviele Perioden der atan2-Graph also durchléuft.

Zunichst besitzt der Graph eine bevorzugte Monotonierichtung: Weist die
Mehrzahl der Schritte von einem berechneten Wert zum néchsten Schritt nach
oben, so ist die Monotonierichtung steigend, sonst fallend. Man betrachtet nun
drei Arten von markanten Stellen im Graphen (Abb. 5):
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Abbildung5. Markante Stellen in einem atan2-Graphen.

Nulldurchgiinge sind Stellen, an denen die die berechneten Funktionswerte
interpolierende Kurve die z-Achse in Monotonierichtung schneidet.

Spriinge sind Schritte entgegen der Monotonierichtung. Bei einem Graphen
sind dies die Spriinge vom Maximum zum Minimum (oder umgekehrt).

Startwertdurchgéinge sind Stellen, an denen der Graph den atan2-Wert des
ersten Datenpunktes in Monotonierichtung passiert.

Indem man nun den gesamten Graphen nach diesen markanten Stellen ab-
sucht, bildet man dementsprechend drei Kennzahlen,

— die Anzahl n der Nulldurchginge,
— die Anzahl s der Spriinge, und
— die Anzahl st der Startwertdurchgénge.

Aus diesen drei Kennzahlen 148t sich nun ermitteln, ob eine Kreisstruktur
vorliegt, und auch, um wieviele Kreise es sich handelt. Bei einem beliebigen
Graphen sind die Kennzahlen unkorreliert. Bei einem Graphen wie in Abb. 5
hingegen kann ihre Differenz, wie man sich leicht iiberlegen kann, hochstens
Eins betragen. Ist die maximale Differenz zwischen n, s und st also grofler als
Eins, so kann man davon ausgehen, dafl keine Kreisstruktur vorliegt. Andernfalls
ist die Wahrscheinlichkeit einer Kreisstruktur sehr grof. Wie 148t sich in diesem
Fall die Anzahl der Perioden, die der Graph durchliuft, aus den Kennzahlen
ermitteln? Dazu betrachte man zunéchst Tabelle 1.

n|(0]0|1 1 1|2 2 2|3 3
5(|0{1|0 1 2|1 2 3|2 3
p||1{1|1|1 oder 2|2|2|2 oder 3|3|3|3 oder 4| ...

Tabellel. Kombinationen von n und s und die sich daraus ergebende Periodenanzahl
p.

Sie zeigt die moglichen Wertekombinationen fiir die Kennzahlen n und s und
die zugehorige Anzahl Perioden p. Wie sich diese Anzahlen ergeben, macht man



sich am besten anhand von Abb. 5 klar. Man sieht, dafl die Periodenanzahl
schon aus n und s bestimmt werden kann, wenn diese nicht den gleichen Wert
haben. Falls dies doch der Fall ist, stehen zwei Werte zur Auswahl, und fiir die
Entscheidung muf} st herangezogen werden. Aus Abb. 5 geht auflerdem hervor,
dafl die Anzahl der Startwertdurchgdnge immer um Eins kleiner ist als die Anzahl
der Perioden, falls es gleich viele Nulldurchginge und Spriinge gibt. Die Anzahl
der Perioden ist in dem Fall also st + 1.

3.4 Auswahl von Werten fiir die Zustandskodierung

Es bleibt die Frage, wann man geniigend Informationen hat, um die Orientierung
eines Objektes eindeutig kodieren zu konnen. Sicherlich ist dies der Fall, wenn
man ein Hauptkomponentenpaar gefunden hat, dessen atan2-Funktion nur eine
einzige Periode umfaflt, wie etwa in Abb. 6.
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Abbildung6. Der von der ersten und zweiten Hauptkomponente aufgespannte Unter-
vektorraum der Bilderserie eines quadratischen Objektes.

Dann geniigt ein einziger Parameter, um diese an sich auch eindimensionale
Information zu kodieren. Hat man jedoch Funktionen mit mehreren Perioden, so
ist die Abbildung mehrdeutig. Mehrere Orientierungen des Objektes werden mit
demselben Zustand kodiert. Man koénnte allerdings versuchen, mehrere dieser
atan2-Funktionen zu kombinieren. Es stellt sich heraus, dafl stets zwei solcher
Funktionen geniigen (wenn sie fiir das betreffende Objekt existieren), um eine
eindeutige Kodierung zu erreichen.

Um das einzusehen, betrachte man folgende Analogie: Die Funktion sin(z)
hat die Periode 27. Die Funktion sin(kz) hat dementsprechend die Periode 27.
Nun nehme man zwei Funktionen sin(k;z) und sin(ksz) mit den Perioden %—’:
und #*. Wenn man die beiden Funktionen nun kombiniert (z.B. addiert), so hat
das Ergebnis als Periode das kleinste gemeinsame Vielfache der Einzelperioden

2r 2 1 1
kgV —W, g 2 - kgV | —, — | =27, falls k1 und ko teilerfremd sind
ki’ ko ki’ ks
(2)



Obwohl also die Periodenlénge bei den beiden einzelnen Funktionen durch
den Faktor k; bzw. ko dividiert wurde, besitzt die Kombination der beiden Funk-
tionen wieder die volle Periodenlénge, sofern k; und ko teilerfremd sind.

Kombiniert man drei Funktionen, so dafl die Kombination die Periode 27w
hat, so miissen mindestens zwei der drei k; teilerfremd gewesen sein. Dann hat
aber bereits die Kombination dieser beiden Funktionen die Periode 27, und die
dritte Funktion ist reduziert.

Analog gilt fiir die atan2-Funktionen: Hat man zwei Hauptkomponentenpaare
mit den Periodenanzahlen p; und ps, und p; und ps sind teilerfremd, so ist die
Kodierung bereits eindeutig. Kodiert man die Orientierung des Objektes mit
mehr als zwei Hauptkomponentenpaaren, so sind alle bis auf zwei tiberfliissig.

Zusammengefafit sollte man also folgende Strategie bei der Suche nach einer
geeigneten Kodierung fiir die Orientierung eines Objektes anwenden:

1. Suche nach einem Hauptkomponentenpaar, dessen atan2-Funktion eine ein-
zige Periode umfafit.

2. Falls das fehlschlégt: Suche nach zwei Hauptkomponentenpaaren, deren Pe-
riodenanzahlen teilerfremd sind.

3. Schlédgt auch das fehl: Nimm eine weitere Hauptkomponente zur Zustands-
kodierung hinzu.

4 Implementierung von Reinforcement-Lernen

4.1 Dekomposition von Translation und Rotation

Um kleinere Zustandsrdume und eine bes- RGB-Bild

sere Zustandskodierung zu erzielen, wird

die Lernaufgabe auf zwei Lerner aufge- -

teilt, einen fiir die Translationsbewegungen *

und einen fiir die Rotationsbewegungen. Der

Translations-Lerner hat dann vier Aktio-

nen zur Auswahl (zwei in z- und zwei *

in y-Richtung). Als Zustandskodierung wird Y—» Zentrierung

der aus dem Kamerabild berechnete Ob-

jektschwerpunkt verwendet. Der Rotations-

Lerner hat zwei Aktionen zur Auswahl (Dre- V

hung im und entgegen dem Uhrzeigersinn).

Diese Aufteilung bietet gegeniiber einem ein- Y ‘

zigen Lerner folgende Vorteile: Trandations- Rotations-
kodierung kodierung

— Die Zustandsraume sind wesentlich klei-
ner. Im obigen Beispiel ergeben sich Abbildung7. Fiir die Rotati-
20% = 400 Zusténde fiir den Translations- onskodierung werden die vorver-
Lerner und 30 fiir den Rotations-Lerner. arbeiteten Bilder zusitzlich zen-
triert.



— Die Zustandskodierung ist so gestaltet,
dafl die Zustandsvektoren die fiir den je-
weiligen Lerner relevante Informationen
enthalten.

Die beiden Lerner wechseln sich nun ab. Zuerst fiihrt der Translations-Lerner
so lange Lernschritte aus, bis er sich beziiglich seiner Zustandskodierung im Ziel-
zustand befindet. Dann wird er abgelést durch den Rotations-Lerner, der eben-
falls so lange Schritte ausfiihrt, bis er sich beziiglich seiner Kodierung im Ziel-
zustand befindet. Nun kann es sein, daf§ durch die Rotationen der Translations-
Zielzustand wieder verlassen wurde. Daher wird der Translations-Lerner wieder
aktiviert usw., bis beide Lerner melden, dafl sie sich im Zielzustand befinden.
Dies ist definiert als der Gesamt-Zielzustand.

4.2 Variable Schrittweite

Der Lerner befindet sich in einem permanenten Zyklus aus Zustandsbestimmung
und Aktionsausfithrung. Der aktuelle Zustand wird bestimmt, indem ein Kame-
rabild aufgenommen, vorverarbeitet und in einen Zustandsvektor umgewandelt
wird. Das erfordert einen relativ groflen Zeitaufwand, so dafl es wiinschenswert
ist, mit moglichst wenigen Kamerabildern das Ziel zu erreichen. Dazu bietet es
sich an, den Roboter, wenn er weit vom Ziel entfernt ist, grofle Schritte ma-
chen zu lassen, und in der Nihe des Ziels die Schrittweite entsprechend klein zu
halten.

Man bedenke, dafl ein realer Roboter
bei jedem Schritt eine bestimmte Entfernung
zuriicklegt, die normalerweise nichts mit den
Distanzen zwischen den Zustdnden im Zu-
standsraum zu tun hat. So kann man nicht
voraussagen, ob die Welt nach dem Schritt
in einen benachbarten oder einen ,,weiter ent-
fernten“ Zustand iibergeht, oder ob sie so-
gar im selben Zustand bleibt. Daher wird das
Konzept der variablen Schrittweite ein-
gefiihrt. Man legt eine minimale und eine ma-
ximale Schrittweite fest und schitzt die ma-
ximale euklidische Distanz eines beliebigen Zustandes zum Zielzustand ab. Die
Schrittweite wird dann entsprechend proportional zur Distanz des aktuellen Zu-
standes zum Zielzustand gew&hlt.

Das oben beschriebene Lernverfahren ist in Form einer Objekthierarchie im-
plementiert. Greifexperimente mit realen Objekten (Abb. 8) wurden erfolgreich
durchgefiihrt.

Abbildung8. Diese Baufix-Teile
dienen als Testobjekte.

5 Diskussion

Die Innovation dieses Ansatzes liegt im automatischen Verfahren zur Kodierung
von Roboter-Zustdnden und seiner Anwendung im visuell gefiihrten Greifvor-



gang. Wihrend die auf geometrischen Merkmalen basierte Darstellung nur bei
ldnglichen Objekten funktioniert, ist unserer Ansatz fiir Objekte beliebiger Form
einsetzbar, auch wenn keine eindeutigen geometrischen Merkmale extrahiert wer-
den konnen. Dadurch werden die Zustdnde bei der visuell gefithrten Bewegung
auf die kompakteste Weise dargestellt. Das Reinforcement-Lernen kann fiir eine
breite Reihe von Greif-Operationen in Praxis umgesetzt werden.

In Zukunft soll die gesamte Qualitit eines Greifversuchs automatisch iiber
aktive Kameras und aktive Testbewegungen evaluiert werden. Nach dem Greifen
eines Objektes muf} die andere Hand-Kamera einen oder mehrere gute Ansichts-
punkte finden, um von dort Bilder aufzunehmen. Diese Bilder werden mit Hilfe
von heuristischem Wissen ausgewertet, um die Greifqualitit zu ermitteln. Wie
beim Greifen mit einer menschlichen Hand garantiert eine optisch korrekte Po-
sitionierung nicht direkt ein stabiles Greifen. Einige Testbewegungen konnen fiir
die greifende Hand programmiert werden, z.B. entlang der Normalen-, Schlief}-,
Anndherungsrichtung. Die Kameras iiberwachen durchgehend die Handbacken
und das gegriffene Aggregat. Unter der visuellen Fiihrung und Kraftregelung,
soll die Greifhand das gegriffene Aggregat aktiv auf die Tischfliche absetzen.
Die Rutschbewegungen koénnen iiber die Auswertung des Kraftsensors festge-
stellt werden. Die moglicherweise grofie Positionsverschiebung des Aggregates
kann wiederum iiber die Kameraiiberwachung erfafit werden.
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